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Resumo

A agricultura é um dos setores que mais se destaca na economia do Brasil, sendo necessário muitas vezes o emprego do sen-
soriamento remoto, para identificação da expansão das áreas agrícolas e estimativas da sua produção. Esse trabalho tem por objetivo 
mapear as áreas agrícolas do noroeste de Minas Gerais por meio de máquina de vetor de suporte e comparar os resultados obtidos 
com o censo estatístico do Instituto Brasileiro de Geografia e Estatística. Para identificação das áreas agrícolas foi utilizado o algo-
ritmo Service Vector Machine e imagens dos satélites e sensores Landsat 8 / OLI e Terra / MODIS. As amostras de treinamento do 
algoritmo foram obtidas por meio de imagem de alta resolução espacial, disponível no programa Google Earth Pro, nas classes rios, 
floresta, agricultura, pastagem e silvicultura. O mapeamento utilizando imagem do sensor OLI apresentou melhor Acurácia Global 
(0,81) e Kappa (0,66). A classificação com imagem OLI e MODIS apresentaram maior precisão na classe agricultura quando compa-
rada as demais classes, apresentando confusão com pastagem, em decorrência da alta fitomassa da pastagem na época de aquisição 
das imagens (verão). O cálculo das áreas agrícolas demonstra superestimativa do Service Vector Machine (SVM) na classificação das 
imagens OLI e MODIS, com forte relação dos dados MODIS com o censo do IBGE (R²=0,83). Apenas municípios com áreas agríco-
las superiores a 50.000 ha apresentaram menor erro na estimativa das áreas agrícolas. A aplicação do algoritmo mostra-se potencial 
para mapeamento da agricultura por meio de imagens dos sensores MODIS e OLI, porém deve-se avaliar a época de aquisição das 
imagens orbitais e variações nos parâmetros do algoritmo para melhorar a acurácia da classificação.
Palavras-chave:  agricultura; classificação supervisionada; aprendizado de máquina

Abstract

Agriculture is one of the sectors that stands out most in the Brazilian economy, often requiring the use of remote sensing to 
identify the expansion of agricultural areas and estimates of their production. This work aims to map the agricultural areas of the 
northwest of Minas Gerais by means of a support vector machine and compare the results obtained with the statistical census of the 
Brazilian Institute of Geography and Statistics. For the identification of the agricultural areas, the Service Vector Machine algori-
thm and images of the Landsat 8 / OLI and Terra / MODIS satellites and sensors were used. The training samples of the algorithm 
were obtained by high resolution spatial image, available in Google Earth Pro software, in the categories rivers, forest, agriculture, 
pasture and forestry. The OLI image mapping showed better Global Accuracy (0.81) and Kappa (0.66). The classification with OLI 
and MODIS images showed greater precision in the agriculture class when compared to the other classes, presenting confusion with 
pasture, due to the high phytomass of the pasture at the time of acquisition of the images (summer). The calculation of the agricultural 
areas shows an overestimation of the Service Vector Machine in the classification of the OLI and MODIS images, with a strong ratio 
of the MODIS data to the IBGE census (R²=0.83). Only municipalities with agricultural areas greater than 50,000 ha presented less 
error in the estimation of agricultural areas. The application of the algorithm shows the potential for mapping agriculture through 
images of the MODIS and OLI sensors, but it is necessary to evaluate the time of acquisition of the orbital images and variations in 
the parameters of the algorithm to improve the accuracy of the classification.
Keywords: agriculture; supervised classification; machine learning
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1 Introdução

A agricultura é o setor que mais se destaca na 
economia brasileira, com forte potencial na expor-
tação de grãos, cereais e frutas, o que tem aumen-
tando a participação desse setor no Produto Interno 
Bruto (PIB) do país. Devido à grande contribuição 
da agricultura na balança comercial, torna-se ne-
cessário o desenvolvimento de ferramentas de bai-
xo custo e eficientes, que viabilizem o monitora-
mento continuado da expansão de áreas agrícolas 
(Adami et al., 2007).

A estimativa de áreas agrícolas torna-se uma 
informação potencial para a criação de políticas 
econômicas, visto a influência desse setor no que 
tange as importações e exportações, manutenção 
de estoques, uso de insumos agrícolas, distribuição 
de crédito, além de avaliar os possíveis impactos da 
expansão da agricultura sobre ambientes naturais e 
áreas urbanas (Epiphanio et al., 2002). Esse proces-
so pode ser realizado de forma indireta, como rea-
lizado pelo Instituto Brasileiro de Geografia e Es-
tatística (IBGE), por meio de informações relativas 
a quantidade de insumos consumidos, investimento 
agrícola, variabilidade sobre as condições meteoro-
lógicas, tendência de mercado e histórico da região 
(Adami et al., 2007; Luiz et al., 2012). Porém, com 
o avanço de ferramentas de informática e a disponi-
bilização de imagens de satélite gratuitas, esse pro-
cesso torna-se menos oneroso e mais preciso (Adami 
et al., 2007; Delgado et al., 2012; Vaeza et al., 2012; 
Shiratsuchi et al., 2014).

A dinâmica de áreas agrícolas pode ser rea-
lizada por meio de classificação supervisionada, 
a qual o usuário define as amostras espectrais dos 
alvos, e não supervisionada, em que o algoritmo de-
fine as classes de agrupamentos das respostas espec-
trais (Oliveira et al., 2014; Gonçalves, 2009). Nos 
últimos anos, sofisticados algoritmos tem sido de-
senvolvidos como redes neurais, árvore de decisão, 
máquina de vetor de suporte e algoritmos baseados 
em objetos, bem como o uso de dados provenientes 
de diferentes sensores com variadas resoluções espa-
ciais, espectrais, radiométricas e temporais, afim de 
melhorar o mapeamento por meio do comportamen-
to espectral dos alvos (Lu et al., 2012; Delgado et 
al., 2012; Garofalo et al., 2015; Souza et al., 2016).

 Diante do exposto, esse trabalho tem por ob-

jetivo mapear as áreas agrícolas do noroeste de Mi-

nas Gerais, por meio de técnicas de Sensoriamento 

Remoto e validar os resultados do mapeamento com 

o censo estatístico do Instituto Brasileiro de Geogra-

fia e Estatística (IBGE).

2 Material e Métodos

O noroeste do estado de Minas Gerais é for-

mado por dezenove municípios (Figura 1).  A região 
tem como clima predominante semi-úmido, com pe-

ríodo de seca longo e período chuvoso de 4 a 5 meses 
no ano, sua vegetação típica é o Cerrado (Alvares et 

al., 2013). Segundo dados do Instituto Brasileiro de 

Geografia e Estatística (IBGE), em 2010, esta região 
apresentou população de 366.418 habitantes, des-

se total 286.618 (78,22%) vivem em zona urbana e 

79.800 (21,78%) vivem em zona rural, apresentando 

a quarta maior proporção de população rural das me-

sorregiões do estado de Minas Gerais (IBGE, 2019).

Figura 1 Municípios que compõe a região noroeste do estado de 
Minas Gerais.
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Para realizar mapeamento de áreas agrícolas 
foram utilizadas imagens provenientes do satélite 

Landsat 8 e sensor Operational Land Imager (OLI) 

e do satélite Terra e sensor Moderate Resolution 

Imaging Spectroradiometer (MODIS). As imagens 

do sensor OLI foram adquiridas nos pontos e orbi-

tas 219/072 (19/06/2015), 219/073 (05/07/2015), 

220/070 (28/07/2015), 220/071 (25/05/2015), 

220/072 (25/05/2015) e 220/073 (12/07/2015) de 

forma a recobrir o noroeste do estado de Minas Ge-

rais. Esses produtos foram obtidos do repositório 
de imagens Earth Explorer, gerenciado pelo Uni-

ted States Geological Survey (USGS), no nível de 
processamento 2, ou seja, com correção geométri-
ca e com correção dos efeitos atmosféricos (USGS, 
2018). Foram utilizadas as bandas Green (banda 3), 

Red (banda 4) e Near infrared (NIR) (banda 5) para 

composição 5R4G3B e o mosaico das seis composi-
ções de bandas.

Também foi obtido o produto MOD09A1, 

versão 006, proveniente do sensor MODIS, referente 

ao dia 25/05/2015. Esse produto tem periodicidade 
de 16 dias e resolução espacial de 500 m, disponí-
vel na extensão .HDF.  O MOD09A1 disponibiliza 

imagens de reflectância que compreendem as ban-

das 1 a 7 e resolução radiométrica de 16 bits. Para o 
mapeamento foram utilizadas as bandas Red (banda 

1), Near infrared (NIR) (banda 2) e Green (banda 

4), com comprimentos de onda 620-670 nm, 841-

876 nm, 545-565 nm, respectivamente. As imagens 

do sensor MODIS foram, inicialmente, processadas 

no software Modis Reproject Tools (MRT), versão 

4.1, afim de converter as imagens da projeção Sinu-

soidal para o Datum World Geodedic System 1984 

(WGS84) e projeção Universal Transversa de Mer-

cator (UTM). Posteriormente, as imagens foram so-

brepostas, formando composição de imagem R (ban-

da 2) G (banda 1) B (banda 4).

Para a classificação supervisionada foram ne-

cessários pontos georreferenciados para construir 

a biblioteca espectral das classes rios, pastagem, 

agricultura, floresta e eucalipto. Os pontos georre-

ferenciados foram adquiridos por meio de imagens 

de alta resolução espacial disponíveis no software 
Google Earth Pro, referente ao ano de 2015. Para 
as classes agricultura, eucalipto, floresta, pastagem 

e rios foram coletados aleatoriamente 138, 20, 20, 

20 e 20, respetivamente, observando apenas o limite 

na região noroeste do estado de Minas Gerais. Cada 

ponto amostral abrangeu área de raio de 30 m, cor-

respondo a aproximadamente 3 pixels por amostra 

na imagem Landsat, ou seja, cada amostra de trei-
namento representa a média da reflectância de 3 pi-
xels, e para imagem MODIS cada unidade amostral 

correspondeu ao valor de um pixel. Posteriormente 
os pontos foram exportados para a extensão .KML, 

inseridos em ambiente Sistema de Informação Geo-

gráfico (SIG), agrupados e exportados para formato 
shapefile (Figura 1).

De posse dos mosaicos de imagens e dos pon-

tos referentes as classes de uso e cobertura do solo, a 

identificação das classes foi realizada no software R 
versão (R 3.5.1) utilizando o algoritmo não paramé-

trico Service Vector Machine (SVM), por meio dos 

pacotes e1071, rgdal, raster, caret, Rcpp e SDMTo-

ols presente no repositório do software. Esse algorit-
mo necessita que o usuário defina o kernel utilizado 

no processo de treinamento do algoritmo e na pre-

dição dos dados, valor de cost que ajusta a margem 
de decisão dos vetores de suporte e gamma que de-

fine a largura da função de kernel, sendo ajustado os 
seguintes parâmetros linear, 10 e 0,3333 (default), 

respectivamente. Esses valores foram obtidos a par-
tir de avaliações realizados por meio de sucessivas 
interações de parâmetros e escolhidos por meio do 
menor erro no ajuste dos modelos.

A classificação de imagem foi avaliada por 
meio da estatística da Acurácia Global (AG) e índice 
Kappa (K), sendo este último por meio de intervalos 

que caracterizam qualitativamente a precisão, sendo 

de K< 0 (péssimo), 0,00 < K≤ 0,2 (ruim), 0,2 < k 
≤ 0,4 (razoável), 0,4 < k ≤ 0,6 (bom), 0,6 < k ≤ 0,8 
(muito bom) e 0,8 < k ≤ 1,0 (excelente). Além disso 
foram avaliados os erros de omissão, que demons-

tram o quanto que deveria ser classificado como de-

terminada classe, mas foi inserido em outra classe, e 

o erro de comissão, que determina o quanto foi inse-

rido erroneamente em determinada classe (Landis & 

Koch, 1977).

As classificações supervisionadas, em forma-

to raster, foram convertidas para shapefile, tornan-
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do-se possível calcular a área de ocupação de cada 
classe de uso e cobertura do solo. Esse procedimento 
foi realizado no software QGis 2.18. Posteriormente, 
as tabelas de atributos referentes as classificações do 
sensor OLI e MODIS foram exportadas para plani-

lha eletrônica para quantificação das áreas de ocupa-

ção de cada classe de uso e cobertura do solo.

De posse da estimativa da área agrícola foi 
possível comparar os valores estimados por meio 
de sensoriamento remoto e os dados de área agríco-

la disponíveis no sistema Sistema de Recuperação 
Automática (SIDRA) do Instituo Brasileiro de Geo-

grafia e Estatística (IBGE) para todos os municípios 
que compõe a área de estudo no ano de 2015. Para 
avaliar a precisão entre as áreas agrícolas estimadas 
e observadas (SIDRA) foi aplicado o coeficiente de 
determinação (R²) e estimativa dos erros em porcen-

tagem (Erro %).

O mapeamento realizado com o SVM e ima-

gem MODIS apresentou AG de 0,70 e índice K de 
0,37, esse último valor associa a classificação a cate-

goria razoável. Os dois índices obtidos para imagem 
MODIS foram abaixo dos valores para o sensor OLI 

(Figura 2b). O SVM é um algoritmo não paramé-

trico e orientado a objeto que utiliza características 
geométricas para distinção dos alvos, diferente do 
algoritmo paramétrico Maximum Likelihood Classi-

fier ou Máxima Verossimilhança (MAXVER), muito 
utilizado na literatura e que se baseia apenas na re-

flectância dos pixels (Devadas et al., 2012; Souza 

et al., 2016). Partindo desse pressuposto, imagens 
com baixa resolução espacial podem apresentar 
acurácia insatisfatória na classificação quando al-
goritmos orientados a objeto, já que informações 
sobre o formato de pequenos alvos não será capta-

do pelo algoritmo.

Variações nos parâmetros do algoritmo como 
o kernel, que apresenta funções linear, polinomial, 
radial e sigmoidal, além de valores discretos para os 

parâmetros gamma e cost permitem variar a qualida-

de da classificação que pode ser avaliada pelos índi-
ces de acurácia global, kappa ou erros de omissão e 

comissão. Alguns trabalhos tem demonstrado bons 

resultados na classificação de imagens multiespec-

tral e hiperespectrais utilizando o SVM, porém com 

diferentes tipos de kernel, cost e gamma. Os valores 

desses parâmetros são modificados de acordo com 
as características espectrais dos sensores, época de 
aquisição a imagem e pela homogeneidade ou hete-

rogeneidade dos alvos a serem detectados (Devadas 

et al., 2012; Ustuner et al., 2015; Souza et al., 2016), 

sendo necessário avaliações para identificação des-

ses parâmetros.

A matriz de confusão, relativa a imagem do 

sensor OLI, mostrou que a classe rios teve 31% de 

acerto, sendo classificado, principalmente, como flo-

resta e pastagem (69%) devido a proximidade que 

esses usos têm dos cursos d’água. A classificação 
para área com eucalipto teve 68% de acerto, tendo 

omitido, aproximadamente, 21% e confundido cer-

ca de 32% com as classes de agricultura e floresta, 
devido a alta concentração de fitomassa desses al-
vos, dificultando a distinção espectral dos mesmos 
(Garofalo et al., 2015). Já a pastagem apresentou 

(1)

(2)

em que, SQ
res

 é a soma dos quadrados dos resíduos,  
é SQ

t 
a soma total dos quadrados, E

i
 é o i-ésimo valor 

estimado e O
i
 é o i-ésimo valor observado.

3 Resultados e Discussão

A classificação de uso e cobertura do solo 
apresentou, a partir de imagens derivadas do sensor 

OLI, AG de 0,81 e estatística K de 0,66 (Figura 2a). 
Pelo valor encontrado na análise, pode-se conside-

rar que a classificação utilizando imagens do sensor 
OLI e o algoritmo SVM adequa-se a qualidade mui-

to bom (Landis & Koch, 1977). O uso de bandas na 

faixa do infravermelho médio pode melhorar o pro-

cesso de separação das classes por adicionar o aspec-

to de textura dos alvos, já que as bandas 5, 4 e 3 do 
sensor OLI não confere essa informação ao algorit-
mo (LU et al., 2012). Segundo Garofalo et al. (2015) 

o algoritmo SVM apresentou melhores resultados na 

classificação de imagens do OLI quando comparado 
ao algoritmo vizinho mais próximo. 
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55% de acerto, tendo confundido e omitido, ambos, 

45%. As classes de agricultura e floresta apresen-

taram precisão de 92% e 87%, respectivamente. A 

agricultura apresentou os menores erros de omissão 

(12%) e comissão (8%) (Tabela 1). Percebe-se que 
o mapeamento da agricultura apresentou erro de co-

missão, em grande parte, ocasionado pelas classes 

de pastagem e eucalipto, o que pode influenciar na 
estimativa da área ocupada por essa classe na região. 

Isso pode estar relacionado a semelhança no com-

portamento espectral desses alvos, já que no período 
de aquisição da imagem a agricultura, o cerrado e 
o eucalipto estão com alto vigor fisiológico após o 
período de chuva.

A estatística da classificação com imagem 
MODIS apresentou 0% de acerto para classe rios. 

Esse baixo percentual de acerto está relacionado a 
largura dos cursos d’água da região que são menores 

que o pixel da imagem MODIS (500 m), prevale-
cendo a resposta espectral dos alvos vizinhos como 
eucalipto (32%) e floresta (26%). A classe eucalipto 
também teve baixa precisão na classificação (42%), 
já que apresentou 60% de erro de omissão e 58% de 
erro de comissão. As classes de floresta e pastagem 
apresentaram 44% e 35% de acerto, respectivamen-
te. Já a classe agricultura, apresentou o maior acerto 
entre as classes, cerca de 90%, com erro de omis-
são de 21% e erro de comissão de aproximadamente 
10% (Tabela 1). A resposta espectral contribui signi-
ficativamente na separação dos alvos quando com-
parado a variáveis secundárias como textura e geo-
metria. Porém, a baixa resolução espacial do sensor 
MODIS, não contribui na distinção da geometria de 
objetos semelhantes, como agricultura e pastagem, 
além de alvos com texturas similares como o cerra-

do e silvicultura, o que dificulta a separabilidade das 
classes (Yi et al., 2007; Souza et al., 2016).

Figura 2 Mapa do uso e cobertura do solo do noroeste de Minas a partir de imagens do satélite/sensor: a) Landsat 8/ OLI e b) 
Terra/ MODIS.
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Ao se analisar a assinatura espectral das clas-
ses de uso e cobertura do solo, referente ao sensor 
OLI, percebe-se que as classes, cujo sua resposta 
espectral foi diferente das demais classes, apresenta-

rado as classes de pastagem e eucalipto, o que pôde 
facilitar a discriminação da agricultura em relação as 
outras categorias (Figura 2b). Assim como na ima-
gem OLI, o MODIS também apresentou alta confu-
são das classes pastagem (67%), eucalipto (60%) e 
floresta (50%). Isso pode ser observado pelo com-
portamento espectral semelhante entre a floresta e o 
eucalipto, com baixa reflectância nas bandas verme-
lha e azul, e alta reflectância na banda do infraver-
melho próximo (Figura 3b).

As imagens OLI e MODIS foram adquiridas 
no verão, período em que há consideráveis índices 
de chuva nesta região que contribuem para o aumen-
to do vigor fisiológico da pastagem, fazendo com 
que sua resposta espectral seja confundida com agri-
cultura e vice-versa (Devadas et al., 2012). As cul-
turas agrícolas são implantadas em diferentes datas 
e ainda culturas de mesma espécie são implantadas 
em dias diferentes devido a particularidades dos pro-
dutores. Com isso, a pastagem pode ser confundida 
com espécies agrícolas em estágio inicial de desen-
volvimento (Jensen, 2007). 

O sistema SIDRA indicou que em 2015, a 
área total com produção agrícola, considerando 
culturas perenes e temporários, foi de aproximada-
mente 914.710 ha no noroeste de Minas Gerais. A 
classificação da imagem OLI indicou 2.131.219,03 
ha e o MODIS 2.126.166,30 ha, ou seja, diferença 
de 132,99% e 132,44%, respectivamente, compa-
rado ao dado observado. Observa-se que mesmo as 
duas classificações apresentando valores de Kappa 
distintos, apresentaram o mesmo erro na estimativa 

Preditos
Verdade - OLI Verdade – MODIS

C01 C02 C03 C04 C05 C01 C02 C03 C04 C05

C01 5 0 0 0 0 0 0 0 0 0

C02 0 15 4 0 0 6 8 4 2 0

C03 2 3 124 3 9 4 11 129 8 11

C04 4 4 3 20 0 5 0 3 8 0

C05 5 0 4 0 11 4 0 8 0 6

Tabela1 Matriz de confusão proveniente da classificação super-
visionada com SVM em imagem Landsat 8-OLI e Terra – MO-
DIS. A abreviação das classes de uso e cobertura do solo são 
C01=Rios, C02=Eucalipto, C03=Agricultura, C04=Pastagem e 
C05=Floresta.

ram menor erro de confusão na classificação, como 
as feições de curso d’água que mesmo apresentando 
baixa precisão não foi confundido com outras classes 

(Figura 2a). As classes de pastagem, floresta e euca-

lipto apresentaram os maiores erros de comissão e 

omissão, pois essas classes tiveram alta reflectância 
na faixa do infravermelho próximo (banda 5) e alta 

absorção na faixa do vermelho (banda 4) (Figura 
3a). Mesmo a agricultura apresentando resposta es-

pectral similar a floresta, eucalipto e pastagem, hou-

ve baixo erros de omissão (12%) e comissão (8%).

A assinatura espectral da classe agricultura 

para imagem MODIS apresentou maior reflectância 
na faixa do infravermelho próximo, quando compa-

Figura 3 Assinatura espectral dos alvos utilizados no mapeamento de uso e cobertura do solo para imagem a) Landsat 8 – OLI e b) 
Terra-MODIS nas bandas vermelho (Red), infravermelho-próximo (NIR) e azul (Blue).
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de cobertura com agricultura. A proximidade entre 
os erros dos dois sensores pode estar relacionada a 
proximidade entre a largura e o posicionamento das 
bandas espectrais (Tisot et al., 2007). Além disso, o 
alto erro na estimativa mostra que houve inserção de 
áreas não agrícolas dentro da classe, como foi o caso 
da pastagem e do eucalipto que apresentam alta con-
centração de fitomassa (Garofalo et al., 2015).

O mapeamento das áreas agrícolas municipais 
proveniente do sensor OLI comparado com os dados 
do SIDRA teve R² de 0,70. O sensor MODIS apre-
sentou a relação mais forte com os dados do SIDRA, 
com R² de 0,83, ou seja, a regressão linear pode ex-
plicar 83% da variação das áreas agrícolas (Figura 
4a). Resultados similares a esses foram encontrados 
por Santos et al. (2014) no mapeamento de áreas de 
soja no Sul do Brasil com imagens Normalized Dif-
ference Vegetation Index (NDVI) do sensor MODIS. 
Os menores erros encontrados pelo OLI, foram nos 
municípios de Buritis (33%), São Gonçalo do Aba-
ete (34%) e Guarda-Mor (-10%), sendo que a área 
agrícola nesse último foi subestimada pelo algorit-
mo. Com imagens provenientes do sensor MODIS, 
os menores erros foram nos municípios de Buritis 
(17%), Formoso (19%) e Guarda-Mor (27%), esse 
último, diferente do que foi observado na imagem 
OLI, foi superestimada pelo MODIS. 

Por meio da relação dos dados obtidos da 
classificação não supervisionada com os dados do 

SIDRA-IBGE, observa-se que houve superestimati-
va em alguns municípios como Arinos, Brasilândia 
de Minas, Natalândia e Vazante, onde a diferença 
entre o valor esperado e o estimado pelo algoritmo 

foi superior a 1000%. Nos demais munícios também 
houve diferenças significativas na estimativa de área 
agrícola obtida pelo algoritmo e somente no municí-
pio de Guarda-Mor que a área estimada pelo IBGE 
foi superior a estimada pelo SVM (Figura 4b). 

Para melhorar a separação das classes pode-se 
aumentar o número de amostras de treinamento para 

pastagem, ou mesmo, agrupar as amostras em clas-

ses como agricultura e não-agricultura, por exemplo, 

afim de aumentar os vetores de separação e melhorar 
a acurácia da classificação e evitar a superestimativa 
para a classe de agricultura (Ouzemou et al., 2018). 

Segundo Schmidt et al. (2016), a identificação de 
culturas agrícolas, por meio de aprendizado de má-

quina, tem maior precisão com uso de imagens no 

inverno, já que áreas de pastagem não irrigadas apre-

sentam menor fitomassa e não seriam confundidas 
com culturas agrícolas. Porém, o noroeste de Minas 
Gerais destaca-se por apresentar grande produção de 
grãos, com plantios concentrados no verão devido a 

ocorrência de chuvas, sendo, dessa forma, necessá-

rio avaliar a melhor época de aquisição de imagem 
para identificação da agricultura.

Figura 4 Relação entre as áreas estimadas por meio de imagens dos a) sensores OLI e MODIS com dados do sistema SIDRA – IBGE 
e b) erro obtido para os municípios do Noroeste de Minas Geais.
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A densidade de pontos amostrais relativos a 

reflectância de alvos agrícolas para treinamento do 
SVM foi relacionado com a acurácia da classificação 
das áreas agrícolas por municípios, porém não fo-

ram encontradas evidências que relacionassem essas 

variáveis. No entanto, foi observado que os municí-
pios com maiores áreas agrícolas indicadas pelo sis-

tema SIDRA-IBGE apresentaram os menores erros 
estatísticos utilizando a aprendizagem de máquina e 
imagens dos sensores OLI e MODIS (Figura 5).

A maioria dos municípios do noroeste minei-
ro tiveram suas áreas agrícolas superestimadas pelo 
algoritmo SVM, sendo que menos de cinco dos de-

zenove municípios apresentaram boas estimativas.

Houve tendência de superestimativa de muni-

cípios com áreas menores que 500.000 ha, sendo ne-

cessário outros estudos modificando os parâmetros 
do SVM e aumentando ou modificando o método de 
distribuição dos pontos amostrais para coleta da res-

posta espectral dos alvos de interesse.
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Os municípios que apresentaram áreas agríco-

las acima de 500.000 hectares tenderam a apresentar 

os menores erros, por outro lado, municípios com 
áreas agrícolas menores que 500.000 hectares apre-

sentaram os maiores erros tanto utilizando imagem 

de alta resolução espacial como de resolução espa-

cial moderada. Isso pode estar relacionado aos di-

ferentes tipos de cultivos agrícolas presentes nesses 
municípios, que facilitaram a discriminação dessa 
classe com relação as demais no processo de criação 
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4 Conclusão

   O sensor OLI apesentou melhor mapeamen-

to utilizando o algoritmo SVM em relação ao sensor 
MOIDS. Os sensores OLI e MODIS superestimaram 

o mapeamento de áreas agrícolas no noroeste de Mi-
nas Gerais, mesmo o sensor OLI apresentando Acu-

rácia Global e índice Kappa superior ao MODIS.
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